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Kapitel 1

Wahrscheinlichkeitstheorie

1 = mathematische Analyse zufälliger Erscheinungen, die

1. Keine deterministische Regularität besitzen

2. eine statistische Regularität besitzen

Beispiel:Wahrscheinlichkeit, daß ich im Lotto 6 Richtige habe ist sehr klein.
Wahrscheinlichkeit, daß irgendjemand 6 Richtige hat ist groß.

Beispiel:Wie viele Leute m̈ussen in einer Gruppe sein, damit die Wahrscheinlichkeit≥ 1
2

ist,
daß 2 am gleichen Tag Geburtstag haben?n = 23.

§1 Wahrscheinlichkeitsräume und Kombinatorik

Gegeben sei ein Experiment (z.B. Würfeln):
Ω = Raum der Versuchsausgänge (z.B.Ω = {1, 2, 3, 4, 5, 6})
ω ∈ Ω Elementarereignis
A ⊂ Ω = Ereignis (z.B.A = {2, 4, 6}

”
gerade Zahl f̈allt“)

Beispiel: Zuerst wird eine M̈unze geworfen. F̈allt Kopf wird mit einem Ẅurfel geworfen, f̈allt
Zahl, so wird nochmal mit der M̈unze geworfen.

Ω = {K1, K2, K3, K4, K5, K6, ZK, ZZ}

EreignissenA ⊂ Ω werden jetzt Wahrscheinlichkeiten zugeordnet. IstΩ nicht abz̈ahlbar, z.B.
Ω = [0, 1], so k̈onnen nicht alle MengenA ⊂ [0, 1] Wahrscheinlichkeiten zugeordnet werden,
um ein sinnvolles mathematisches Modell zu bekommen.

Definition:

a) Eine FamilieA von Teilmengen vonΩ heißtAlgebra, falls gilt:

(i) Ω ∈ A
(ii) A ∈ A =⇒ Ac = Ω− A ∈ A

(iii) A, B ∈ A =⇒ A ∪B ∈ A
117.10.2002
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b) Eine Algebra heißtσ-Algebra, falls zus̈atzlich gilt:

A1, A2, . . . ∈ A =⇒
∞⋃
i=1

Ai ∈ A

Beispiele:
”
Würfeln“

Ω = {1, 2, 3, 4, 5, 6}
A1 = {∅, Ω}
A2 = {∅, {2, 4, 6}, {1, 3, 5}, Ω}
A3 = P(Ω) = Menge aller m̈oglichen Teilmengen.
Sindσ-Algebren.

Bemerkung:

(i) Das Paar(Ω,A) mit A σ-Algebra heißtMessraum.

(ii) Jedeσ-Algebra ist abgeschlossen gegen abzählbare Durchschnitte.

(iii) SindA, B ⊂ Ω undA ∩ B = AB = ∅ (A und B sind disjunkt), so schreiben wirA + B
stattA ∪B.

(iv) A = P(Ω) ist stets eineσ-Algebra.

Definition:
Sei(Ω,A) ein Messraum. Eine FunktionP : A → [0, 1] heißt Wahrscheinlichkeitsmaß, falls

(i) P (Ω) = 1

(ii) P (
∞∑
i=1

Ai) =
∞∑
i=1

P (Ai), falls Ai ∈ A, i = 1, 2, 3, . . .

Das Tripel(Ω,A, P ) heißtWahrscheinlichkeitsraum.

Lemma 1.1:
Sei(Ω,A, P ) ein Wahrscheinlichkeitsraum undA, A1, A2, . . . ∈ A.
Dann gilt:

a) P (∅) = 0

b) P (Ac) = 1− P (A)

c) A1 ⊂ A2 ⇒ P (A1) ≤ P (A2)

d) P (A1 ∪ A2) = P (A1) + P (A2)− P (A1 ∩ A2)

e) P (
n⋃

i=1

Ai) ≤
n∑

i=1

P (Ai)

Beweis:
a) SetzeA1 = A2 = . . . = ∅ in (ii):

P (∅) =
∞∑
i=1

P (∅) = lim
n→∞

nP (∅) ⇒ P (∅) = 0.

d)A1 ∪ A2 = [A1 − (A1 ∩ A2)] + A2 + ∅+ . . .

A1
A2

A1  A2
^

⇒ P (A1 ∪ A2) = P (A1 − (A1 ∩ A2)) + P (A2) + 0 + . . .

P (A1) = P (A1 − (A1 ∩ A2)) + P (A1 ∩ A2)

}
⇒ Beh.
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Der klassische Wahrscheinlichkeitsbegriff bezieht sich auf sogenannte Laplacesche Wahrschein-
lichkeiträume.

Definition:
Ein Wahrscheinlichkeitsraum(Ω,A, P ) heißtLaplacescher Wahrscheinlichkeitraum, falls gilt:

(i) Ω ist endlich, d.h.Ω = {ω1, . . . , ωn}

(ii) A = P (Ω)

(iii) P ({ω}) = 1
|Ω| = 1

n
für ω ∈ Ω, d.h. alle Versuchsausgänge sind gleich wahrscheinlich

Bemerkung:

(i) Für A ⊂ Ω gilt P (A) = P
(∑

ω∈A{ω}
)

=
∑

ω∈A P ({ω}) = |A|
|Ω|

(ii) P ist ein Wahrscheinlichkeitsmaß, denn

P (Ω) =
|Ω|
|Ω|

= 1

P

(
k∑

i=1

Ai

)
=
|A1 + . . . + Ak|

|Ω|
=
|A1|
|Ω|

+ . . . +
|Ak|
|Ω|

= P (A1) + . . . + P (Ak)

Hauptproblem hier: Bestimmung der Elementzahl von Teilmengen.

Eine n̈utzliche Verallgemeinerung von Lemma 1.1 d) ist die sogenannte Siebformel von
Sylvester - Poincaré:

Satz 1.2:(Siebformel)
Ist (Ω,A, P ) ein Wahrscheinlichkeitsraum, so gilt für beliebigeA1, A2, . . . , An ∈ A:

P (A1 ∪ A2 ∪ . . . ∪ An) =
n∑

k=1

(−1)k−1
∑

1≤i1<i2<...<ik≤n

P (Ai1 ∩ Ai2 ∩ . . . ∩ Aik)

Für n = 2 ergibt sich Lemma 1.1 d).

2 Permutationen

I. Gegeben: n verschiedene Dinge = Elemente
EinePermutationder Elemente ist eine beliebige Aufreihung der Elemente.

Beispiel:Gegeben: a,b,c
Mögliche Permutationen: abc, acb, bac, bca, cab, cba

Lemma 1.3:
Die Anzahl der Permutationen von n verschiedenen Elementen istn! = n(n− 1) . . . 1.

Beweis: Für den ersten Platz hat man n Möglichkeiten.
Für den zweiten Platz hat man(n− 1) Möglichkeiten. etc.

Beispiel: 10 Personen sitzen an einem langen Tisch.
Wie viele verschiedene Sitzordnungen gibt es? Antwort:10!

224.10.2002
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II. Gegeben: n Elemente, die nicht alle verschieden sind.
Es seienn1 Elemente vom Typ 1,n2 vom Typ 2, . . . ,nk vom Typ k.

n1 + n2 + . . . + nk = n

Lemma 1.4: Die Anzahl der Permutationen von n Elementen mit jeweilsn1, n2, . . . , nk

gleichen Elementen ist
n!

n1!n2! . . . nk!

Beweis:Zunächst nummerieren wir die gleichen Elemente durch, um sie zu unterschei-
den. Dann gibt es nach Lemma 1.3n! mögliche Permutationen. Zu einer Klasse
Ki fassen wir die Permutationen zusammen bei denen die Elemente vom Typ i
die Pl̈atze tauschen.⇒ |Ki| = ni!
⇒ Behauptung

Beispiele:Eine Urne entḧalt 10 Kugeln. 5 rote Kugeln, 2 schwarze und drei Blaue. Die
Kugeln werden nacheinander gezogen. Wie groß ist die Wahrscheinlichkeit,
das zuerst die roten, dann die schwarzen und zuletzt die Blauen Kugeln gezo-
gen werden?
Antwort:

(
10!

5!2!3!

)−1
= 0, 0004

Kombination = Einfache Urnenmodelle
Kombinationen: Urne mit n Elementen, numeriert1, 2, . . . , n.

k ≤ n Elemente werden
”
zufällig“gezogen.

I Ziehen mit Zur ücklegen, mit Berücksichtigung der Reihenfolge
Lemma 1.5: Die Anzahl der Kombinationen k-ter Ordnung von n verschiedenen Ele-

menten, die beliebig oft wiederholt werden können mit Ber̈ucksichtigung der Reihenfolge
ist:

nk

Beispiel: Mit den Ziffern 1, 2, . . . , 9 kann man93 = 729 verschiedene 3-stellige Zahlen
bilden.(n = 9, k = 3)

II Ziehen ohne Zurücklegen, mit Berücksichtigung der Reihenfolge
Lemma 1.6: Die Anzahl der Kombinationen k-ter Ordnung von n verschiedenen Elemen-
ten mit Ber̈ucksichtigung der Reihenfolge ist:

n!

(n− k)!

Beweis:Beim ersten Zug gibt es n M̈oglichkeiten.
Beim Zweiten Zug(n− 1) Möglichkeiten.
...
Beim k-ten Zug gibt es(n− l + 1) Möglichkeiten.

Beispiel:Anzahl der 3-stelligen Zahlen mit verschiedenen Ziffern1, . . . , 9 ist 9·8·7 = 504

III Ziehen ohne Zurücklegen, ohne Ber̈ucksichtigung der Reihenfolge
Lemma 1.7: Die Anzahl der Kombinationen k-ter Ordnung von n verschiedenen Elemen-
ten ohne Ber̈ucksichtigung der Reihenfolge ist:(

n

k

)
=

n!

k!(n− k)!
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Beweis:Bei Ber̈ucksichtigung der Reihenfolge ergeben sichn!
(n−k)!

Möglichkeiten. Die k
Elemente kann man auf k! verschiedene Weisen anordnen.
⇒ ohne Ber̈ucksichtigung der Reihenfolge n!

k!(n−k)!

Beispiel:Lotto: 6 aus 49. Es gibt 13.983.816 verschiedene Möglichkeiten f̈ur die 6 Zahlen.

IV Ziehen mit Zur ücklegen, ohne Ber̈ucksichtigung der Reihenfolge
Lemma 1.8: Die Anzahl der Kombination k-ter Ordnung von n verschiedenen Elemen-

ten, die beliebig oft wiederholt werden können, ohne Berücksichtigung der Reihenfolge ist:(
n + k − 1

k

)
=

(n + k − 1)!

k! (n− 1)!

Beweis:Bei III bestimmen wir eigentlich die Anzahl aller verschiedenen k-Tupel natürli-
cher Zahlen(n1, n2, . . . , nk) mit

1 ≤ n1 < n2 < . . . < nk ≤ n (III)

Bei IV suchen wir die Anzahl aller verschiedener k-Tupel natürlicher Zahlen(n1, n2, . . . , nk)
mit

1 ≤ n1 ≤ n2 ≤ . . . ≤ nk ≤ n (IV )

Durch die Abbildungmj = nj + j − 1, j = 1, . . . , k bilden wir
(IV) auf (III) ab mit n̂ = n + k − 1:
Es gilt1 ≤ m1 < m2 < . . . < mk ≤ (n + k − 1)

n1    n2    n3    n4

1       1      3      7

1       2      5     10

m1  m2   m3   m4

Diese Abbildung ist bijektiv, da durchnj = mj − j + 1 die Umkehrabbildung gegeben ist.

Die Anzahl der Elemente in den Mengen ist also gleich.
L.1.7⇒ Anzahl=

(
n+k−1

k

)
Beispiel:
Von 0 aus kann man auf dem Zahlenstrahl entweder
eine Position nach rechts oder eine nach links gehen.
Wieviele Zahlen sind nach k Z̈ugen erreichbar?

2      1        0      1      2

Antwort: n = 2, k(
k+1

k

)
Anzahl der Stichproben
Umfang k aus[1, . . . , n] mit Zurücklegen ohne Zur̈ucklegen
mit Reihenfolge nk n!

(n−k)!

ohne Reihenfolge
(

n+k−1
k

) (
n
k

)
3 Weitere Beispiele:

1. Auf wieviele Arten lassen sich k nicht unterscheidbare Marken auf n Schubladen verteilen?
Nummeriere die Schubladen1, . . . , n und reihe die Marken auf.
Ordne jeder Marke eine Schubladennummer zu.
Also: Ziehen mit Zur̈ucklegen ohne Reihenfolge.

(
n+k+1

k

)
2. Das Schaufenster eines Elektrogeschäfts soll mit Gl̈uhbirnen, die sich nur in ihrer Farbe

unterscheiden, dekoriert werden. Es stehen 4 rote, 5 grüne, 3 blaue und 6 gelbe Glühbirnen
zur Verfügung.
Wie viele Anordnungsm̈oglichkeiten bestehen wenn die Glühbirnen

331.10.2002
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a) in Reihe angeordnet werden und Gleichfarbige beisammen stehen sollen.

b) in beliebiger Reihenfolge in einer Reihe angeordnet werden?

Antwort: a) 4! b) 18!
4!·5!·3!·6!

≈ 5, 1459 · 108

3. Es seiSn = Menge aller Permutationen der Zahlen{1, 2, . . . , n}
Eine Permutation heisst absolut, falls sie keine einzige Zahl fest läßt.
(z.B. 2413 absolute Permutation, 2134Keineabsolute Permutation)
Abs = Menge aller absoluter Permutationen.
Wie groß ist die Wahrscheinlichkeit, daß eine absolute Permutation auftritt?

(Abs)c =
n⋃

i=1

Ak Ak =Menge aller Permutationen,die die Zahl k festlassen.

⇒ P (Abs) = 1− P ((Abs)c) = 1− P

(
n⋃

i=1

Ak

)

= 1−
n∑

k=1

(−1)k−1
∑

1≤i1<i2<...<ik≤n

P (Ai1 ∩ . . . ∩ Aik)︸ ︷︷ ︸
=:Sk

= 1 +
n∑

k=1

(−1)k · Sk

Ai1 · . . . · Aik = Menge der Permutationen, die die Zahleni1, . . . , ik festlassen.

|Ai1 · . . . · Aik| = (n− k)!

P (Ai1 · . . . · Aik) =
(n− 1)!

n!

Es gibt
(

n
k

)
Möglichkeiten1 ≤ i1 < i2 < . . . < ik ≤ n zu erf̈ullen. (Typ III)

⇒ Sk =

(
n

k

)
· (n− k)!

n!
=

1

n!

P (Abs) =
n∑

k=0

(−1)k

k!
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§2 Unabhängigkeit von Ereignissen und bedingte Wahrschein-
lichkeit

Im folgenden sei ein Wahrscheinlichkeitsraum(Ω,A, P ) gegeben. Alle auftretenden Ereignisse
seien∈ A.

Definition:

a) Zwei Ereignisse A und B heißenunabḧangige Ereignissefalls gilt:

P (AB) = P (A) · P (B)

b) n EreignisseA1, . . . , An heißen unabḧangig, falls f̈ur allek = 1, . . . , n und für alle k-Tupel
1 ≤ i1 < i2 < . . . < ik ≤ n stets gilt:

P (Ai1 · . . . · Aik) = P (Ai1) · . . . · P (Aik)

c) unendlich viele Ereignisse heißen unabhängig, falls je endlich viele von ihnen unabhängig
sind.

Bemerkung:

(i) In der Regel stimmt der intuitive Begriff der Unabhängigkeit mit dem mathematischen
Begriff überein. So sind z.B. beim Ziehenmit Zurücklegen die EreignisseAi = {Zahl
beim i-ten Zug} i = 1, . . . , n im Laplace-Experiment unabhängig. Ohne zur̈ucklegen
liefert abḧangige Ereignisse. Nicht so intuitiv ist das nächste Beispiel.

(ii) Teilsysteme von unabhängigen Ereignissen sind unabhängig.
Beispiel:Werfen eines

”
fairen“Tetraeders. Eine Seite ist rot, eine grün, eine Blau und eine

Seite besitzt alle 3 Farben. Es seien folgende Ereignisse definiert: (1 Wurf)

A =
”
Rot kommt“

B =
”
Grün kommt“

C =
”
Blau kommt“

Dann gilt offensichtlich:

P (A) = P (B) = P (C) =
1

2

P (AB) = P (AC) = P (BC) =
1

4

P (ABC) =
1

4

⇒ Die Ereignisse A und B sind unabhängig.
Die Ereignisse A und C sind unabhängig.
Die Ereignisse B und C sind unabhängig.

Jedoch: die Ereignisse A, B und C sindnicht unabḧangig.
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Frage: wie ändert sich die Wahrscheinlichkeit für das Eintreten eines Ereignisses A, wenn
zus̈atzlich bekannt wird, daß das Ereignis B eingetreten ist?
Beispiel:1 mal Würfeln
A = Es wird eine 1 geẅurfelt, B = es wird eine ungerade Zahl gewürfelt.
Definition: Es sei B ein Ereignis mitP (B) > 0. Für jedes Ereignis A heißt die GrößeP ∗(A) =

P (A|B) := P (AB)
P (B)

diebedingte Wahrscheinlichkeit von A(unter der Bedingung B).
Bemerkung: (B,A∗, P ∗), wobeiA∗ = {A ∈ A|A ⊆ B} ist wieder ein Wahrscheinlichkeits-
raum.
Beispiel:1 mal Würfeln (siehe vorher)

P (B) =
1

2
, P (AB) = P (Es wird eine 1 geẅurfelt) =

1

6

⇒ P (A|B) =
1
6
1
2

=
1

3

Oft ist die bedingte WahrscheinlichkeitP (A|B) gegeben und man mussP (AB) bestimmen.
Also P (AB) = P (A|B) · P (B).
Eine Verallgemeinerung hiervon ist
Lemma 2.1:Multiplikationssatz
Es seienA1, A2, . . . , An ∈ A Ereignisse mitP (A1 · . . . · An) > 0.
Dann gilt:

P (A1 · . . . · An) = P (A1)P (A2|A1)P (A3|A1A2) · . . . · P (An|A1 . . . An−1)

=
n∏

k=1

P (Ak|A1 . . . Ak−1)

Beweis erfolgt durch vollständige Induktion nach n.
4 Beispiel:Von einem Kartenspiel mit 32 Karten bekommt jeder von 3 Spielern 10 Karten. Wie
groß ist die Wahrscheinlichkeit, daß jeder der 3 Spieler genau ein As erhält?
Ai = Spieler i erḧalt genau ein As,i = 1, 2, 3.
Gesucht:P (A1A2A3) = P (A1) · P (A2|A1) · P (A3|A1A2)

P (A1) =

(
4
1

)(
28
9

)(
32
10

) , P (A2|A1) =

(
3
1

)(
19
9

)(
22
10

) , P (A3|A1A2) =

(
2
1

)(
10
9

)(
12
10

)
Satz 2.2:(Satz von der totalen Wahrscheinlichkeit)
Es seienB1, B2, . . . endlich viele oder abz̈ahlbar unendlich viele paarweise disjunkte Ereignisse
mit

(i) P (Bi) > 0 ∀ i = 1, 2, . . .

(ii)
∞⋃
i=1

Bi = Ω

d.h. diese(Bi) bilden eine Zerlegung vonΩ.
Dann gilt für jedesA ∈ A:

P (A) =
∑

i

P (Bi) · P (A|Bi)

407.11.2002
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Beweis:P (A) = P (A ∩ Ω) = P

(
A ∩

(⋃
i

Bi

))
= P

(⋃
i

(A ∩Bi)

)
=
∑
i

P (A ∩ Bi) =∑
i

P (Bi)
P (ABi)
P (Bi)

=
∑
i

P (Bi)P (A|Bi)

Beispiel:Hannover 96 vs. Kaiserslautern
Falls Fredi Bobic eine Trefferquote≥ 30%, dann hat Hannover eine Siegchance von75%. Ist
die Trefferquote< 30%, so hat Hannover eine Siegchance von40% . Bei Spielen gegen KL ist
die Wahrscheinlichkeit, daß F.B. eine Trefferquote von≥ 30% hat,70%. Wie groß ist jetzt die
Wahrscheinlichkeit, daß H96 gegen KL gewinnt?
Es seiT = F.B. hat Trefferquote von≥ 30%

T c = F.B. hat Trefferquote von< 30%
S = Sieg f̈ur H96

P (S) = P (T )P (S|T ) + P (T c)P (S|T c)

= 0, 7 · 0, 75 + 0, 3 · 0, 4
= 0, 645

Satz 2.3:(Bayes´sche Formel)
Es seienB1, B2, . . . eine endliche oder abzählbar unendliche Zerlegung vonΩ wie in Satz 2.2
[Seite 9]. Dann gilt f̈ur jedesA ∈ A mit P (A) > 0:

P (Bi|A) =
P (Bi) · P (A|Bi)∑

j

P (Bj) · P (A|Bj)

Beweis:P (Bi|A) = P (BiA)
P (A)

= P (Bi)·P (A|Bi)P
j

P (Bj)·P (A|Bj)

Beispiel: Bei der bin̈arenÜbertragung von Nachrichten werden durch Störungen5% der ge-
sendeten Nullen zu Einsen und umgekehrt3% der gesendeten Einsen zu Nullen verfälscht. Das
Verhältnis der gesendeten Nullen zu den gesendeten Einsen betrage 3:5.
Wie groß ist die Wahrscheinlichkeit, daß eine empfangene Null richtig ist?
Mathematisches Modell: Ω = {(i, j) | i, j ∈ {0, 1}}

1.Komponente:gesendetes Signal

2.Komponente:empfangenes Signal

Ereignisse:S0: Eine Null wird gesendet= {(0, 1), (0, 0)}
S1: Eine Eins wird gesendet= {(1, 0), (1, 1)}
E0: Eine Null wird empfangen= {(0, 0), (1, 0)}

Bekannt sind: P (E0|S0) = 0, 95 P (E0|S1) = 0, 03 P (S0)
P (S1)

= 0, 6
Ω = S0 + S1

⇒ P (S0|E0) =
P (S0)P (E0|S0)

P (S0)P (E0|S0) + P (S1)P (E0|S1)
=

1

1 + P (S1)P (E0|S1)
P (S0)P (E0|S0)

=
1

1 + 10
6
· 0.03

0.95

= 0, 95
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§3 Zufallsvariablen und deren Verteilung

Bisher haben wir uns für TeilmengenA ∈ Ω interessiert bzw. spezielleω ∈ Ω. Oft interessiert
aber nichtΩ selbst sondern gewisse Kennzahlen vonω.

Beispiel:

1. Ω = Menge aller Eintragungen in einem Telefonbuch
ω = Familienname,X(ω) = Anzahl der Buchstaben vonω.
ω = Telefonnummer,X(ω) = Anzahl der Ziffer

”
1“ in ω.

2. 2 mal Würfeln
Ω = {ω = (w1, w2) | wi ∈ {1, . . . , 6} i = 1, 2}
Augensummeω 7→ X(ω) = w1 + w2

{ω|X(ω) = 10} = {(6, 4), (5, 5), (4, 6)}

Definition: Sei(Ω,A, P ) ein beliebiger Wahrscheinlichkeitsraum. Die AbbildungX : Ω → R

heißtZufallsvariable, falls für jedesx ∈ R:

{ω ∈ Ω | X(ω) ≤ x} ∈ A

Wir unterscheiden:

1. diskrete Zufallsvariable: X nimmt hier nur abz̈ahlbar viele verschiedene Werte an
Beispiel: Augensumme bei 2 mal Ẅurfeln

2. stetige Zufallsvariable: X hat einenüberabz̈ahlbaren Wertebereich z.B.[a, b],R,R+ etc.
Beispiel: Lebensdauer eines Radios.

Ist Ω = R, so k̈onnen wirnichtA = P(Ω) wählen. Hier ẅahlt man die Borelscheσ-Algebra.
B(R) = σ({(ai, bi],−∞ ≤ ai < bi ≤ ∞})

Verteilungsfunktion und Dichte
Sei(Ω,A, P ) ein Wahrscheinlichkeitsraum undX : Ω → R eine Zufallsvariable.
Definition: Die FunktionFX : R → [0, 1] seiFX(x) := P (X ≤ x) = P ({ω | X(ω) ≤ x})
heißtVerteilungsfunktion.
Eigenschaften von VerteilungsfunktionenFX :

1. FX(−∞) = lim
x→−∞

FX(x) = 0.

2. FX(∞) = lim
x→∞

FX(x) = 1.

3. FX(x) ≤ FX(x + h) ∀ x ∈ R undh ≥ 0, d.h.FX ist immer nicht fallend.

4. FX(x) ist rechtsseitig stetig, d.h. für jede Folge{hn} mit hn ≥ 0 und lim
n→∞

hn = 0 gilt:

lim
n→∞

FX(x + hn) = FX(x) ∀ x ∈ R

11



5 Bemerkungen:

(i) Mit Hilfe der VerteilungsfunktionFX lassen sich folgende Wahrscheinlichkeiten aus-
drücken:

P (a ≤ X ≤ b) = P ({X ≤ b} − {X < a}) = P ({X ≤ b} − {X ≤ a}+ {X = a})
= P (X ≤ b)− P (X ≤ a) + P (X = a)

= FX(b)− FX(a) + P (X = a)

(ii) Sei jetzt X diskret und nehme die Wertex1, x2, . . . an.
Weiter seip(xi) := P (X = xi). Dann gilt:

FX(x) = P (X ≤ x) = P

(∑
xi≤x

{X = xi}

)
=
∑
xi≤x

P (X = xi)︸ ︷︷ ︸
=p(xi)

Die Abbildungxi 7→ p(xi) heißtZähldichte.

Beispiel: X = Augensumme bei 2 mal Ẅurfeln.
X ist diskret mit Werten2, 3, . . . , 12.

Zähldichte
xi 2 3 4 5 6 7 8 9 10 11 12

p(xi)
1
36

2
36

3
36

4
36

5
36

6
36

5
36

4
36

3
36

2
36

1
36

Verteilungsfunktion

F (x)X

1   2   3   4   5   6   7   8   9  10 11 12

Wichtige diskrete Verteilungsfunktionen / Zähldichten sind:

1. Binomialverteilung Bn,p

Beispiel: Münze wird n-mal geworfen.

Ω = {(w1, . . . , wn)|wi ∈ {K, Z} i = 1, . . . , n}

X : Ω → {0, 1, . . . , n} mit X(Ω) = Anzahl der Kopf-Ẅurfe =
n∑

i=1

1wi=K

Weiter seien die EreignisseAi = {w | wi = K}, i = 1, . . . , n unabḧangig undP (Ai) =
p, i = 1, . . . , n.

P (X = k) =?

P (X = k) = P

( ∑
1≤i1<...<ik≤n

Ai1 . . . Aik ·
∏
j 6=ik

Ac
j

)
514.11.2002
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P

(
Ai1 . . . Aik ·

∏
j 6=ik

Ac
j

)
= pk · (1− p)n−k

⇒ P (X = k) =

(
n

k

)
· pk · (1− p)n−k

X nimmt hier die Werte0, 1, . . . , n an.
Zähldichte: p(k) =

(
n
k

)
pk(1− p)n−k Parametern ∈ N, p ∈ (0, 1)

2. Hypergeometrische VerteilungHn,m,r

Beispiel: Urne mir r roten und s schwarzen Kugeln.r + s = n (⇒ s = n− r)
Es werden m Kugeln (ohne Zurücklegen) gezogen.
ω = Ergebnis der Ziehung
X(ω) = # der gezogenen roten Kugeln.

P (X = k) =

(
r
k

)(
n−r
m−k

)(
n
m

)
X nimmt die Wertek = max{0, m− (n− r)︸ ︷︷ ︸

=s

}, . . . , min{r, m} an.

Zähldichte:p(k) =
(r

k)(
n−r
m−k)

(n
m)

r, n, m ∈ N Parameter

3. Poisson-VerteilungΠλ

X nimmt die Werte0, 1, 2, . . . an.

Zähldichte:p(k) = e−λ λk

k!
, k = 0, 1, . . .

Probe:
∞∑

k=0

p(k) = e−λ

∞∑
k=0

λk

k!︸ ︷︷ ︸
=eλ

= 1

Bemerkung: Falls n groß, ist die Berechnung der Verteilungsfunktion der Binomialvertei-
lung schwierig, da viele Summanden aufzusummieren sind.
Dann: Approximation durch Poisson-Verteilung.
Es gilt:

Sei Fλ(x) = Verteilungsfunktion vonΠλ

Fn, λ
n
(x) = Verteilungsfunktion vonBn, λ

n

Dann gilt: Fn, λ
n
(x) → Fλ(x) für n →∞,∀ x ∈ N0

Lemma 3.1: SeiFλ(x) die Verteilungsfunktion der Poisson-Verteilung mit Parameterλ und
Fn,p(x) sei die Verteilungsfunktion der Binomialverteilung mit Parametern n und p, dann
gilt:

Fn, λ
n
(x) → Fλ(x) für n →∞

13



Beweis: DaFλ(x) und Fn,p(x) nur beix ∈ N0 springen, gen̈ugt es, die Aussage für die
Zähldichten zu zeigen, d.h. zu zeigen ist

pk =

(
n

k

)
pk(1− p)n−k → e−λ λk

k!

pk =

(
n

k

)(
λ

n

)k (
1− λ

n

)n−k

=
λk

k!

n!

(n− k)!nk

(
1− λ

n

)n(
1− λ

n

)k

=
λk

k!

k-Faktoren→1︷ ︸︸ ︷
n(n− 1) · · · (n− k + 1)

n · n · · ·n

→e−λ︷ ︸︸ ︷(
1− λ

n

)n

(
1− λ

n

)k

︸ ︷︷ ︸
→1

→ λk

k!
e−λ für n →∞

4. Geometrische Verteilung
Beispiel: Wir würfeln bis erstmals eine 6 fällt:

X(ω) =Anzahl der Ẅurfe

P (X = k) = P (Wurf 1 bis (k-1) keine 6, dann 6) =
(

5
6

k−1
)
· 1

6
= pk−1(1− p)

mit p = 5
6

X nimmt wieder Werte0, 1, 2, . . . an.
Zähldichte:p(k) = (1− p)pk , k = 0, 1, . . . mit 0 < p < 1

5. Negative Binomialverteilung
Beispiel: Münzwurf(k + m)-mal. Wahrscheinlichkeit f̈ur

”
Zahl“= p. Wie groß ist die Wahr-

scheinlichkeit im(k + m)-ten Wurf zumm-ten mal
”
Zahl“zu werfen= p(k).

p(k) =

(
k + m− 1

m− 1

)
(1− p)kpm =

(
k + m− 1

k

)
(1− p)kpm

X nimmt die Werte0, 1, 2, . . . an.

Zähldichte:p(k) =
(

k+m−1
m−1

)
pm(1− p)k , k = 0, 1, . . . mit 0 < p < 1, m ∈ N Parameter

6 Im folgenden betrachten wir stetige Zufallsvariablen:

Definition: Eine Zufallsvariable X heißtabsolut stetige Zufallsvariable, falls es eine integrier-
bare Funktionf : R → [0,∞) gibt, so daß die VerteilungsfunktionFX von X die folgende
Darstellung hat:

FX(x) =

x∫
−∞

f(y)dy

f nennt manDichtevon X.

Bemerkung:
621.11.2002

14



(i) Es muss gelten:
∞∫

−∞
f(y)dy = 1, f(y) ≥ 0, ∀ y ∈ R.

(ii) X absolut stetig⇒ FX(x) stetig.

(iii)

X absolut stetig⇒ P (X = x) = lim
h↓0

P (x− h < X ≤ x + h) =

= lim
h↓0

(FX(x + h)− FX(x− h)) = 0

Wichtige (absolut) stetige Verteilungsfunktionen / Dichten sind:

1. Normalverteilung N (µ, σ2)

Parameterµ ∈ R, σ > 0.

Dichte: f(x) = 1√
2πσ

exp
(
− (x−µ)2

2σ2

)

Ü

Verteilungsfunktion:

FX(x) =

x∫
−∞

1√
2πσ

exp

(
−(y − µ)2

2σ2

)
dy

Standardnormalverteilung:µ = 0, σ = 1, d.h.N (0, 1)
Test:

∞∫
−∞

1√
2πσ

exp

(
−(y − µ)2

2σ2

)
dy

y−µ
σ

=:u, du
dy

= 1
σ

=

∞∫
−∞

1√
2π

exp

(
−1

2
u2

)
du =

=
1√
2π

∞∫
−∞

exp

(
−1

2
u2

)
du

︸ ︷︷ ︸
=
√

2π

= 1

2. Exponentialverteilung Exp(λ)

Parameterλ > 0.

Dichte:f(x) =

{
λe−λx , für x ≥ 0
0 , für x < 0

Û
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Verteilungsfunktion:

FX(x) =

x∫
0

λe−λydy = 1− e−λx für x ≥ 0

FX(x) = 0, für x < 0

Die Exp(λ)-Verteilung besitz die Eigenschaft der sogenannten
”
Ged̈achtnislosigkeit“.

D.h. seis < t

P (X ≥ t | X ≥ s) =
P (X ≥ t,X ≥ s)

P (X ≥ s)
=

P (X ≥ t)

P (X ≥ s)
=

1− FX(t)

1− FX(s)

=
e−λt

e−λs
= e−λ(t−s) = P (X ≥ t− s)

3. Gleichverteilung U([a, b]) = unif([a, b])

Dichte:f(x) =

{
1

b−a
, für a ≤ x ≤ b

0 , sonst ,a < b

A B

1

Bb-a

Verteilungsfunktion:

FX(x) =
x∫
a

1
b−a

dy = x−a
b−a

für a ≤ x ≤ b

A B

1

4. Cauchyverteilung

Parameterα ∈ R, β > 0
Dichte: f(x) = 1

πβ
· 1

1+
“

x−α

β2

”

Ñ

Zufallsvektoren
Mehrere (zuf̈allige) Merkmale sollen jetzt gleichzeitig untersucht werden.
Es sei(Ω,A, P ) ein Wahrscheinlichkeitsraum.

Definition: Es seienX1, . . . , Xn Zufallsvariablen auf(Ω,A, P ).

a) Die AbbildungX : Ω → Rn, X(ω) = (X1(ω), . . . , Xn(ω)) heißt (n-dimensionaler)
Zufallsvektor.
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b) Die AbbildungFX = FX1,...,Xn : Rn → [0, 1] mit FX(~x) = FX(x1, . . . , xn) = P (X1 ≤
x1, . . . , Xn ≤ xn) heißtVerteilungsfunktiondes Zufallsvektors X oder auchgemeinsame
VerteilungvonX1, . . . , Xn.

Eigenschaften von (n-dimensionalen) VerteilungsfunktionenFX .

1. FX(x) → 0, falls eine Komponente von~x gegen−∞ geht, ẅahrend diëubrigen Kompo-
nenten festgehalten werden.

2. FX(x) → 1, falls alle Komponenten von~x gegen∞ gehen.

3. FX(x) ist ∆-monoton in~x, d.h.

~x(1) ≤ ~x(2) (Komponentenweise)

⇒
∑

{(ε1+...+εn) | εi∈{1,2} ∀ i}

(−1)(ε1+...+εn)FX(x
(ε1)
1 , . . . , x(εn)

n ) ≥ 0

z.B. n=2

FX(x
(2)
1 , x

(2)
2 )− FX(x

(1)
1 , x

(2)
2 )− FX(x

(2)
1 , x

(1)
2 ) + FX(x

(1)
1 , x

(1)
2 ) ≥ 0

4. FX(~x) ist rechtseitig stetig, d.h.∀ ε >=,∃ δ(ε, ~x) > 0 mit ~x ≤ ~y ≤ ~x + δ

 1

...
1

 ⇒ 0 ≤

FX(~y)− FX(~x) ≤ ε

Beispiel: Ein Experiment (z.B. Ẅurfeln) hat r m̈ogliche Ausg̈angeE1, . . . , Er mit jeweiligen
Wahrscheinlichkeitenp1, . . . , pr, wobeip1 + . . . + pr = 1.
Dieser Versuch wird n-mal (unabhängig) wiederholt.
Mathematisches Modell:
Ω = {ω = (ω1, . . . , ωn) | ωi ∈ {E1, . . . , Er} ∀ i}
A = P(Ω)

Für i = 1, . . . , r seiXi(ω) = Xi ((ω1, . . . , ωn)) = Anzahl derEi-Ausg̈ange=
n∑

k=1

1{ωk=Ei}

P ({ω}) = P ({(ω1, . . . , ωn)}) = p
X1(ω)
1 · . . . · pXr(ω)

r

Sei nunk1, . . . , kr ∈ N0, k1 + . . . + kr = n

Gesucht istP (X1 = k1, . . . , Xr = kr) = pk1
1 · . . . · pkr

r · Anzahl der(ω1, . . . , ωn) bei denenki

Komponenten den WertEi haben,i = 1, . . . , r.

= pk1
1 · . . . · pkr

r · n!

k1! · . . . · kr!

pX(k1, . . . , kr) =

{
n!

k1!·...·kr!
pk1

1 · . . . · pkr
r , falls kj ∈ N0, k1 + . . . + kr = n

0 , sonst

ist die Z̈ahldichte der sogenanntenMultinomialverteilungMn,r,p1,...,pr

Bemerkung: Für n = 2 erhalten wir die Binomialverteilung.

7 X = (X1, . . . , Xn)

FX(~x) = FX1,...,Xn(x1, . . . , xn) = P (X1 ≤ x1, . . . , Xn ≤ xn) =

= P ({ω | X1(ω) ≤ x1} ∩ {ω | X2(ω) ≤ x2} ∩ . . . ∩ {ω | Xn(ω) ≤ xn})
728.11.2002
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Definition: Wenn man in einer gemeinsamen VerteilungsfunktionFX1,...,Xn(x1, . . . , xn) bei
(n − 1) Variablenxj den Grenz̈ubergangxj → ∞ ausf̈uhrt, so heißt die entstehende (1-
dimensionale) Verteilungsfunktion eineRandverteilung.
Lemma 3.2: Die 1-dimensionalen Randverteilungen einer Multinomialverteilung sind Bino-
mialverteilungen.
Definition:

a) Der ZufallsvektorX = (X1, . . . , Xn) heißtdiskreter Zufallsvektor, falls X nur abz̈ahlbar
viele verschiedene Werte annimmt.pX(x1, . . . , xn) = P (X1 = x1, . . . , Xn = xn) heißt
gemeinsame Z̈ahldichte vonX.

b) Der ZufallsvektorX = (X1, . . . , Xn) heißtabsolut stetiger Zufallsvektor, falls es eine inte-
grierbare Funktionfx : Rn → [0,∞) gibt, so daß

FX(x1, . . . , xn) =

x1∫
−∞

· · ·
xn∫

−∞

fx(y1, . . . , yn)dyn, . . . , dy1

Bemerkung:

(i) Hier gilt wieder:
∞∫

−∞
· · ·

∞∫
−∞

fx(y1, . . . , yn)dyn, . . . , dy1 = 1

(ii) Die Dichte vonXi (sogenannte Randdichte) ist dann

fXi
(yi) =

∞∫
−∞

· · ·
∞∫

−∞

fx(y1, . . . , yn)dyn . . . dyi+1dyi−1 . . . dy1

Beispiel:fX1,X2(x1, x2) =

{
4x1x2 , falls 0 ≤ x1, x2 ≤ 1
0 , sonst

Test:
1∫
0

1∫
0

4x1x2 dx2dx1 =
1∫
0

2x1 [x2
2]

1
0 dx1 = [x2

1]
1
0 = 1

RanddichtefX1(x1) =
1∫
0

4x1x2 dx2 = 2x1

Beispiel:Der Zufallsvektor(X1, X2) heißt standardnormalverteilt

(
N (~0, E),~0 = (0, 0), E =

(
1 0
0 1

))
,

falls (X1, X2) absolut stetig ist mit Dichte

fX(x1, x2) =
1

2π
exp

(
−1

2

(
x2

1 + x2
2

))
Lemma 3.3:
SeiX = (X1, . . . , Xn) ein absolut stetiger Zufallsvektor mit Dichtefx undG ∈ Rn ein Gebiet.
Dann gilt:

P (X ∈ G) =

∫
· · ·
∫

G

fX(~x)dxn, . . . , dx1
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Beispiel:siehe Beispiel oben

P (X1 ≤ 2X2) =

1
2∫

0

2t2∫
0

4t1t2 dt1dt2 +

1∫
1
2

1∫
0

4t1t2 dt1dt2

=

1
2∫

0

2t2
[
t21
]2t2

0
dt2 +

1∫
1
2

2t2
[
t21
]1
0

dt2

= 2
[
t42
] 1

2

0
+
[
t22
]1

1
2

=
7

8

Unabhängigkeit von Zufallsvariablen

Definition: Es seienX1, . . . , Xn Zufallsvariablen auf(Ω,A, P ). X1, . . . , Xn heißen unabḧangi-
ge Zufallsvariablen, falls

F(X1,...,Xn)(x1, . . . , xn) = FX1(x1) · . . . · FXn(xn)

für allex1, . . . , xn ∈ R.

Bemerkung:

(i) Anders ausgedrückt die ZufallsvariablenX1, . . . , Xn sind unabḧangig falls

P (X1 ≤ x1, . . . , Xn ≤ xn) = P (X1 ≤ x1) · . . . · P (Xn ≤ xn).

(ii) Ist (X1, . . . , Xn) ein diskreter Zufallsvektor mit Werten inM ⊂ Rn, dann sindX1, . . . , Xn

genau dann unabhängig falls

P (X1 = x1, . . . , Xn = xn) = P (X1 = x1) · . . . · P (Xn = xn) ∀ (x1, . . . , xn) ∈ M .

(iii) Ist (X1, . . . , Xn) ein absolut stetiger Zufallsvektor, dann sindX1, . . . , Xn genau dann
unabḧangig, falls

f(X1,...,Xn)(x1, . . . , xn) = fX1(x1) · · · · · fXn(xn) ∀ (x1, . . . , xn) ∈ Rn.

(iv) SindX1, . . . , Xn unabḧangig, so auchg1(X1), . . . , gn(Xn) oder auchh(X1, X2), X3, . . . , Xn.

Beispiel:1 Münzwurf.
Ω = {K, Z}
P ({K}) = P ({Z}) = 1

2

Definiere 2 ZufallsvariablenX1 undX2 wie folgt:
X1(K) = 1 , X1(Z) = −1
X2(K) = −1 , X2(Z) = 1

X1, X2 : Ω → {−1, 1}
SindX1 undX2 unabḧangig?
Nein, dennP (X1 = 1, X2 = 1) = 0 6= 1

4
= P (X1 = 1)P (X2 = 1)

Beispiel:Sei(X1, X2) ein absolut stetiger Zufallsvektor mit Dichte

f(X1,X2)(x1, x2) =
1

2π
√

1− ρ2
exp

(
−1

2

x2
1 − 2ρx1x2 + x2

2

1− ρ2

)
, 0 ≤ ρ < 1
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Die Dichte vonX1 ist dann gegeben durch (Randdichte):

fX1(x1) =

∞∫
−∞

f(X1,X2)(x1, x2)dx2

=
1

2π
√

1− ρ2
exp

(
−1

2

x2
1(1− ρ2)

1− ρ2

) ∞∫
−∞

exp

(
−1

2

(x2 − ρx1)
2

1− ρ2

)
dx2

Setzeu = x2−ρx1√
1−ρ2

⇒ du
dx2

= 1√
1−ρ2

⇒ fX1(x1) =
1

2π
exp

(
−1

2
x2

1

) ∞∫
−∞

exp

(
−1

2
u2

)
du

︸ ︷︷ ︸
√

2π

=
1√
2π

exp

(
−1

2
x2

1

)

Wegen Symetrie gilt:

fX2(x2) = 1√
2π

exp
(
−1

2
x2

2

)
Sind die ZufallsvariablenX1 undX2 unabḧangig?

Es muss geltenf(X1,X2)(x1, x2) = fX1(x1)fX2(x2)

fX1(x1)fX2(x2) =
1

2π
exp

(
−1

2
(x2

1 + x2
2)

)
Unabḧangigkeit liegt also genau dann vor, wennρ = 0.

8 Funktionen von Zufallsvariablen und Zufallsvektoren

Lemma 3.4: Sei X eine Zufallsvariable unda, b ∈ R beliebig,a 6= 0.
Dann istaX + b eine Zufallsvariable und es gilt:

a) FaX+b =

{
FX

(
x−b
a

)
, falls a > 0

1− FX

(
x−b
a

)
+ P

(
X = x−b

a

)
, falls a < 0

b) Ist X absolut stetig mit DichtefX , so ist auchaX + b absolut stetig mit Dichte
faX+b(x) = 1

|a|fx

(
x−b
a

)
.

Beweis:

a) Seia > 0:

FaX+b(x) = P (aX + b ≤ x) = P

(
X ≤ x− b

a

)
= FX

(
x− b

a

)
.

Seia < 0:

FaX+b(x) = P (aX + b ≤ x) = P

(
X ≥ x− b

a

)
= 1−P

(
X ≤ x− b

a

)
︸ ︷︷ ︸

FX(x−b
a )

+P

(
X =

x− b

a

)
.
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b) Seix ∈ R. Z.z.:
x∫

−∞

1
|a|fX

(
t−b
a

)
dt

!
= FaX+b

(
x−b
a

)
Seia > 0:

1

a

x∫
−∞

fX

(
t− b

a

)
dt =

x−b
a∫

−∞

fX(u)du = FX

(
x− b

a

)
mit t−b

a
=: u du

dt
= 1

a

Analoga < 0.

Beispiel:SeiX ∼ N (0, 1), d.h.X hat die DichtefX(x) = 1√
2π

e−
x2

2 .
Welche Dichte hatσX + µ mit σ > 0, µ ∈ R?

Lemma 3.4⇒ fσX+µ(x) = 1√
2π

e−
1
2(

x−µ
σ )

2

d.h.σX + µ ∼ N (µ, σ2)

Lemma 3.5:

a) Sei X = (X1, X2) ein absolut stetiger Zufallsvektor mit gemeinsamer DichtefX(x1, x2).
Dann istZ = X1 + X2 eine Zufallsvariable mit Dichte

fZ(x) =

∞∫
−∞

fX(t, x− t)dt

FallsX1 undX2 unabḧangig sind, gilt:

fZ(x) =

∞∫
−∞

fX1(t)fX2(x− t)dt Faltungsformel

b) SeiX = (X1, X2) ein diskreter Zufallsvektor mit Werten inN2
0.

Dann istZ := X1 + X2 eine diskrete Zufallsvariable mit

P (Z = k) =
k∑

i=0

P (X1 = i, X2 = k − i)

FallsX1 undX2 unabḧangig sind, gilt:

P (Z = k) =
k∑

i=0

P (X1 = i)P (X2 = k − i)

Beispiel:Es seiX1 ∼ Π(λ1), X2 ∼ Π(λ2) Poisson verteilt,X1 undX2 unabḧangig.
Welche Z̈ahldichte hatX1 + X2?

P (X1 + X2 = k) =
k∑

i=0

P (X1 = i)P (X2 = k − i) =
k∑

i=0

e−λ1
λi

1

i!
· e−λ2

λk−i
2

(k − i)!
=

= e−(λ1+λ2) 1

k!

k∑
i=0

(
k

i

)
λi

1λ
k−i
2︸ ︷︷ ︸

(λ1+λ2)k

= e−(λ1+λ2) (λ1 + λ2)
k

k!

21



Also X1 + X2 ∼ Π(λ1 + λ2)

Satz 3.5:(Dichtetransformation)
Es sei alsoX = (X1, . . . , Xn) ein absolut stetiger Zufallsvektor mit DichtefX(x1, . . . , xn) und
Werten inS ⊂ Rn. g = (g1, . . . , gn) sei eine bijektive Abbildung vonS nachg(S) ⊂ Rn mit
stetigen partiellen Ableitungen und es gelte:

Jg(~t) := det


∂

∂t1
g1(~t) . . . ∂

∂tn
g1(~t)

...
...

∂
∂t1

gn(~t) . . . ∂
∂tn

gn(~t)

 6= 0 ∀ ~t ∈ S

dann lautet die Dichte vonY = g(x):

fY (y) = fX

(
g−1(y)

)
· |Jg−1(y)| , y ∈ g(S)

Bemerkung: Es giltJg−1(y) = 1
Jg(g−1(y))

.

Beispiel:Erzeugung vonN (0, 1)-verteilten Zufallsvariablen mit der Box-Muller-Methode.
SeienU1, U2 ∼ U(0, 1) und unabḧangig. Dann sind

X1 :=
√
−2 log(U1) · cos(2πU2)

X1 :=
√
−2 log(U1) · sin(2πU2)

unabḧangig undX1, X2 ∼ N (0, 1).

Beweis:Es seiΘ := 2πU2 ⇒ Θ ∼ U(0, 2π)

1

2
V 2 := − log(U1) ⇒

1

2
V 2 ∼ exp(1) vgl. Übungsaufgabe 41

Also: X1 = V · cos Θ = g1(V, Θ)

X2 = V · sin Θ = g2(V, Θ)

Welche Dichte hatfV,Θ(v, ϑ)?

P (
1

2
V 2 ≤ x) = 1− e−x ⇔ P

(
V ≤

√
2x
)

= 1− e−x

⇒ P (V ≤ y) = 1− e−
1
2
y2

⇒ Dichte vonV : fV (v) = ve−
v2

2

Wegen der Unabḧangigkeit vonΘ undV ist die gemeinsame Dichte

fV,Θ(v, ϑ) =

{
1
2π
· e− v2

2 · v , für v ≥ 0, 0 ≤ θ ≤ 2π
0 , sonst

∂g1

∂v
= cos(ϑ),

∂g1

∂ϑ
= v sin(ϑ),

∂g2

∂v
= sin(ϑ),

∂g2

∂ϑ
= v cos(ϑ)
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⇒ Jg(t) = det

(
cos(ϑ) −v sin(ϑ)
sin(ϑ) v cos(ϑ)

)
= v cos2(ϑ) + v sin2(ϑ) = v

undv = g−1(x1, x2) =
√

x2
1 + x2

2

Nach Satz 3.5 gilt also:

fX1,X2(x1, x2) = fV,Θ(
√

x2
1 + x2

2) ·
1√

x2
1 + x2

2

=

=
1

2π
· e−

1
2
(x2

1+x2
2) ·
√

x2
1 + x2

2√
x2

1 + x2
2

=

=
1√
2π
· e−

1
2
x2
1 · 1√

2π
· e−

1
2
x2
2
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§4 Charakteristiken von Zufallsvariablen und Zufallsvektoren

4.1 Erwartungswert und Momente von Zufallsvariablen

Definition:

a) SeiX eine diskrete Zufallsvariable mit Wertenx1, x2, . . . und einer Z̈ahldichtep(x1), p(x2), . . ..Dann
heißt

E(X) :=
∞∑
i=1

xi · p(xi)

ErwartungswertvonX, falls
∞∑
i=1

|xi| · p(xi) < ∞

b) SeiX eine absolut stetige Zufallsvariable mit DichtefX(x).Dann heißt

E(X) :=

∞∫
−∞

x · fX(x)dx

ErwartungswertvonX, falls
∞∫

−∞
|x| · fX(x)dx < ∞

9 Bemerkungen:

(i) Manchmal sagt man statt Erwartungswert auch Mittelwert der Verteilung.

(ii) Sp̈ater werden wir sehen, daßE(X) den langfristigen, durchschnittlichen Ausgang des
Zufallsexperiments X beschreibt. D.h.1

n
(X1, . . . , Xn) ≈ E(X) für n groß, fallsX1, . . . , Xn

unabḧangige Wiederholungen von X sind.

Beispiel:1 mal Würfeln
Ω = {1, . . . , 6}, X(ω) = ω
Zähldichte:p(1) = . . . = p(6) = 1

6

Erwartungswert:E(X) =
6∑

i=1

i · 1
6

= 3, 5

Beispiel:X ∼ N (µ, σ2)

Dichte:fX(x) = 1√
2πσ

exp
(
−1

2

(
x−µ

σ

)2)
E(X) =

∞∫
−∞

x · 1√
2πσ

exp
(
−1

2

(
x−µ

σ

)2)
dx

Substitution:x−µ
σ

=: u ⇒ du
dx

= 1
σ

E(X) =
1√
2π

∞∫
−∞

(σu + µ) exp

(
−1

2
u2

)
du

=
1√
2π

 ∞∫
−∞

σu exp

(
−1

2
u2

)
du

︸ ︷︷ ︸
=0(Integrand punktsymetrisch)

+µ

∞∫
−∞

exp

(
−1

2
u2

)
du


︸ ︷︷ ︸

=
√

2π

= µ
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Beispiel:SeiX ∼ Bn,p binomialverteilt

Zähldichtep(k) =
(

n
k

)
pk(1− p)n−k, k = 0, . . . , n

E(X) =
n∑

k=0

k ·
(

n

k

)
pk(1− p)n−k = np ·

n∑
k=1

(
n− 1

k − 1

)
pk−1(1− p)n−k =

= np
n−1∑
k=0

(
n− 1

k

)
pk(1− p)(n−1)−k

︸ ︷︷ ︸
=1

= np

Lemma 4.1:

a) Ist X eine diskrete Zufallsvariable mit Wertenx1, x2, . . . und Z̈ahldichtep(x1), p(x2), . . .

undϕ : {x1, x2, . . .} → R. Dann istE(ϕ(x)) =
∞∑
i=1

ϕ(xi)p(xi) , falls E(.) existiert.

b) Ist X eine absolut stetige Zufallsvariable mit DichtefX(x) und ϕ : R → R. Dann ist

E(ϕ(X)) =
∞∫

−∞
ϕ(x)fX(x)dx, falls E(.) existiert.

Definition: SeiX eine Zufallsvariable.

a) Ist k ∈ N und existiertE(|X|k), dann heißt

µk := E(Xk)

k-tes Momentvon X

b) Ist k ∈ N und existiertE(|X|k), dann heißt

µ̄k := E((X − µ1)
k)

k-tes zentriertes Momentvon X.

c) µ̄2 = E((X − µ1)
2) heißt auchVarianzvon X.

Schreibweise Var(x) = µ̄2

σX :=
√

Var(x) heißtStandardabweichungvon X.

Beispiel:1 mal Würfeln, X = Augenzahl

Var(X) = E((X − 3, 5)2) =
6∑

i=1

(i− 3, 5)2 · 1

6
=

35

12

Beispiel:X ∼ N (µ, σ2)
E(X) = µ und

Var(X) = E ((X − µ)2) = 1√
2πσ

∞∫
−∞

(x− µ)2 exp
(
−1

2

(
x−µ

σ

)2)
dx

Mit Substitution:x−µ
σ

=: u

Var(X) = 1√
2π

∞∫
−∞

σ2u2 exp
(
−1

2
u2
)
du = 1√

2π
· 2 ·

∞∫
0

σ2u2 exp
(
−1

2
u2
)
du
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Mit Substitution:1
2
u2 = t dt

du
= u u =

√
2t

Var(X) = σ2
√

2π
· 2 ·

∞∫
0

2t exp(−t) 1√
2t

dt = σ2
√

2π
· 2 ·

√
2

∞∫
0

√
t exp(−t)dt

︸ ︷︷ ︸
Γ( 3

2)= 1
2
·Γ( 1

2)= 1
2

√
π

= σ2

Bemerkung: Die Varianz bzw. die Standardabweichung ist ein Maß dafür, wie weit die Zufalls-
variable um den Erwartungswert herum streut.

Lemma 4.2: SeiX eine Zufallsvariable mitE(|X|2) < ∞

a) Dann existiert Var(X) und es gilt:

Var(X) = E(X2)− (E(X))2

b) Für a, b ∈ R gilt:
E(aX + b) = aE(X) + b

Var(aX + b) = a2Var(X)

Beweis:

b) (i) Sei X diskret.

E(aX + b) =
∞∑
i=1

(axi + b)p(xi) = a ·
∞∑
i=1

xi · pi(xi)︸ ︷︷ ︸
=E(X)

+b ·
∞∑
i=1

p(xi)︸ ︷︷ ︸
=1

= aE(X) + b

(ii) Sei X stetig.

E(aX + b) =

∞∫
−∞

xfaX+b(x)dx =

∞∫
−∞

x · 1

|a|
fX

(
x− b

a

)
dx

mit Substitution:
x− b

a
=: u ,

du

dx
=

1

a

=

∞∫
−∞

(au + b)fX(u)du

= a

∞∫
−∞

ufX(u)du

︸ ︷︷ ︸
=E(X)

+b

∞∫
−∞

fX(u)du

︸ ︷︷ ︸
=1

= aE(X) + b

a)

Var(X) = E((X − µ)2) = E(X2 − 2Xµ + µ2) = E(X2)− 2µ E(X)︸ ︷︷ ︸
=µ

+µ2

= E(X2)− µ2
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b)

Var(aX + b) = E((aX + b)2)− (aE(X) + b)2

= E(a2X2 + 2abX + b2)− a2(E(X))2 − 2abE(X)− b2

= a2E(X2) + 2abE(X) + b2 − a2(E(X))2 − 2abE(X)− b2

= a2(E(X2)− (E(X))2) = a2Var(X)

4.2 Charakteristiken mehrdimensionaler Verteilungen

Definition:

a) SeiX = (X1, . . . , Xn) ein diskreter Zufallsvektor mit Wertenx1, x2, . . . ∈ Rn und Z̈ahl-
dichtep1(x)1, p2(x2), . . ..Weiter seiϕ : Rn → R. Dann heißt

E(ϕ(~x)) :=
∞∑
i=1

ϕ(xi)p(xi)

Erwartungswertvonϕ(~x), falls
∞∑
i=1

|ϕ(xi)|p(xi) < ∞

b) SeiX = (X1, . . . , Xn) ein absolut stetiger Zufallsvektor mit DichtefX(x1, . . . , xn). Weiter
seiϕ : Rn → R. Dann heißt

E(ϕ(~x)) =

∞∫
−∞

. . .

∞∫
−∞

ϕ(x1, . . . , xn)fX(x1, . . . , xn)dx1, . . . , dxn

Erwartungswertvonϕ(~x), falls E(ϕ(~x)) =
∫
. . .
∫
|ϕ(~x)|fX(~x)dx1, . . . , dxn < ∞

10 Lemma 4.3: SeienX1, . . . , Xn Zufallsvariablen, deren Erwartungswerte existieren.

a) Dann existiert auch der Erwartungswert vonX1 + . . . + Xn und es gilt:

E(X1 + . . . + Xn) = E(X1) + . . . + E(Xn)

b) SindX1, . . . , Xn unabḧangig, dann existiert auch der Erwartungswert vonX1 · . . . ·Xn und
es gilt:

E(X1 · . . . ·Xn) = E(X1) · . . . · E(Xn)

Beweis:o.B.d.A. n=2.
Wir betrachten nur den FallX = (X1, X2) ist diskret.X nehme die Werte

(
x

(i)
1 , x

(j)
2

)
i, j ∈ N

mit WahrscheinlichkeitPij an.

a)
∞∑
i=1

∞∑
j=1

∣∣∣x(i)
1 + x

(j)
2

∣∣∣︸ ︷︷ ︸
≤

“˛̨̨
x
(i)
1

˛̨̨
+

˛̨̨
x
(j)
2

˛̨̨”
Pij ≤

∞∑
i=1

∣∣∣x(i)
1

∣∣∣ ∞∑
j=1

Pij︸ ︷︷ ︸
P

“
X1=x

(i)
1

”
+

∞∑
j=1

∣∣∣x(j)
2

∣∣∣ ∞∑
i=1

Pij︸ ︷︷ ︸
P

“
X2=x

(j)
2

”
n. Vor.

< ∞

⇒ Erwartungswert existiert.

1019.12.2002
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E(X1 + X2) =
∞∑
i=1

∞∑
j=1

(
x

(i)
1 + x

(j)
2

)
Pij

s.o.
=

∞∑
i=1

(
x

(i)
1

)
P
(
X1 = x

(i)
1

)
+

∞∑
j=1

(
x

(j)
2

)
P
(
X2 = x

(j)
2

)
= E(X1) + E(X2)

b) Erwartungswert existiert: Nachweis wie in a).

E(X1 ·X2) =
∞∑
i=1

∞∑
j=1

x
(i)
1 x

(j)
2 Pij =

∞∑
i=1

∞∑
j=1

x
(i)
1 x

(j)
2 · P

(
X1 = x

(i)
1 , X2 = x

(j)
2

)
=

∞∑
i=1

∞∑
j=1

x
(i)
1 x

(j)
2 · P

(
X1 = x

(i)
1

)
· P
(
X2 = x

(j)
2

)
=

∞∑
i=1

x
(i)
1 P

(
X1 = x

(i)
1

)
·
∞∑

j=1

x
(j)
2 P

(
X2 = x

(j)
2

)
= E(X1)E(X2)

Beispiel:SeiX ∼ Bn,p binomialverteilt.
⇒ X = X1 + . . . + Xn wobeiXi ∼ B(1, p) i = 1, . . . , n undX1, . . . , Xn unabḧangig.

⇒ E(X) =
n∑

i=1

E(Xi) = n · E(X1) = n · p

Definition: SeienX1, X2 Zufallsvariablen mitµ1 = E(X1), µ2 = E(X2).

a) Die KovarianzvonX1 undX2 ist definiert durch

Cov(X1, X2) = E((X1 − µ1)(X2 − µ2)) = E(X1X2)− µ1µ2

falls der Erwartungswert existiert.

b) DerKorrelationskoeffizientvonX1 undX2 ist definiert durch

ρX1,X2 =
Cov(X1, X2)√
Var(X1)Var(X2)

falls alle auftretenden Erwartungswerte existieren.

c) X1 undX2 heißenunkorreliert, falls ρX1,X2 = 0.

Bemerkungen:

(i) Es gilt stets−1 ≤ ρX1,X2 ≤ 1.

(ii) SindX1, X2 unabḧangig, so sind sie auch unkorreliert, da

Cov(X1, X2) = E ((X1 − µ1)(X2 − µ2)) = E(X1 − µ1)︸ ︷︷ ︸
=0

·E(X2 − µ2)︸ ︷︷ ︸
=0

= 0

Die Umkehrung gilt i.a. nicht (siehe Beispiel unten)
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(iii) Der Korrelationskoeffizient ist ein Maß für die lineare Abḧangigkeit der zwei Zufallsva-
riablen.
Extremf̈alle:X2 = aX1 + b , a 6= 0 , b ∈ R.

Cov(X1, X2) = E((X1 − µ1)(aX1 + b− aµ1 − b)) = aE((X1 − µ1)
2)

= aVar(X1)

ρX1,X2 = aVar(X1)√
Var(X1)·a2Var(X1)

= 1 , falls a > 0 positiv korreliert

= −1 , falls a < 0 negativ korreliert

Beispiel:X,Y unkorreliert, aber stochastisch abhängig.
Ω = {ω1, ω2, ω3}

ω P (ω) X(ω) Y (ω) X(ω) · Y (ω)
ω1

1
3

0 -1 0
ω2

1
3

1 0 0
ω3

1
3

0 1 0
Cov(X, Y ) = E(XY )− E(X)E(Y ) = 0− 1

3
·
(
−1

3
+ 1

3

)
= 0

Also X,Y unkorreliert.

Aber:
P (X ≤ 0) = P ({ω1, ω3}) = 2

3

P (Y ≤ 0) = P ({ω1, ω2}) = 2
3

}
⇒ P (X ≤ 0, Y ≤ 0) 6= P (X ≤ 0)P (Y ≤ 0)

d.h.X,Y sind stochastisch abhängig.

Lemma 4.4: X1, . . . , Xn Zufallsvariablen mitE(X2
i ) < ∞ , i = 1, . . . , n

a) Var(X1 + . . . + Xn) =
n∑

i=1

Var(Xi) + 2
∑

1≤j<k≤n

Cov(Xj, Xk)

b) FallsX1, . . . , Xn paarweise unkorreliert (oder unabhängig), so gilt:

Var(X1 + . . . + Xn) =
n∑

i=1

Var(Xi)

Beweis:

a)

Var(X1 + . . . + Xn) = E

( n∑
i=1

Xi − E(Xi)

)2


= E

((
n∑

i=1

Xi − E(Xi)

)
·

(
n∑

j=1

Xj − E(Xj)

))

= E

[ ∑
1≤i,j≤n

(Xi − E(Xi)) (Xj − E(Xj))

]

=
n∑

i=1

Var(Xi) + 2 ·
∑

1≤i<j≤n

Cov(Xi, Xj)

b) Hier gilt Cov(Xi, Xj) = 0 und b) folgt aus a).
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Definition: SeiX = (X1, . . . , Xn) ein n-dimensionaler Zufallsvektor.

a) FallsE(X1), . . . , E(Xn) existieren, so heißt

~µX = (E(X1), . . . , E(Xn))

derErwartungswertvektorvon X.

b) FallsE(X2
1 ), . . . , E(X2

n) existieren, dann heißt

Cov(X) = Cov((X1, . . . , Xn)) =

 Cov(X1, X1) . . . Cov(X1, Xn)
...

...
...

Cov(Xn, X1) . . . Cov(Xn, Xn)


KovarianzmatrixvonX.

Beispiel: (2-dimensionale Normalverteilung)

Seiµ = (µ1, µ2) ∈ R2 undC =

(
σ2

1 σ1σ2ρ
σ1σ2ρ σ2

2

)
mit σ1, σ2 > 0 , 0 ≤ ρ ≤ 1

Die Dichte einer 2-dimensionalen Normalverteilung ist gegeben durch

fX(x1, x2) = 1

σ1σ2

√
1−ρ2

exp

(
− 1

2(1−ρ2)

((
x1−µ1

σ1

)2

− 2ρ (x1−µ1)(x2−µ2)
σ1σ2

+
(

x2−µ2

σ2

)2
))

Man schreibt auchX = (X1, X2) ∼ N (µ, C). Dann gilt:

Randverteilung: X1 ∼ N (µ1, σ
2
1)

X2 ∼ N (µ2, σ
2
2)

Erwartungswertvektor:~µx = (µ1, µ2)
Kovarianzmatrix: Cov(X) = C.
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§5 Abscḧatzung für Erwartungswerte und Wahrscheinlichkei-
ten
11Satz 5.1:(Ungleichung von Cauchy-Schwarz)
SeienX undY zwei Zufallsvariablen mitE[X2], E[Y 2] < ∞.
Dann gilt:

|E[XY ]|2 ≤ E[X2] · E[Y 2]

Anwendung: Es gilt stets:|ρX,Y | =
∣∣∣∣ Cov(X,Y )√

Var(X)Var(Y )

∣∣∣∣ ≤ 1

oder umgeformt:(Cov(X, Y ))2 ≤ Var(X)Var(Y )

(Cov(X,Y ))2 = (E[(X − E(X))︸ ︷︷ ︸
=X̃

(Y − E(Y ))︸ ︷︷ ︸
=Ỹ

])2 ≤ E
[
(X − E(X))2

]
· E
[
(Y − E(Y ))2

]
= Var(X) · Var(Y )

Satz 5.2:(Ungleichung von Chebyshev)
SeiX eine Zufallsvariable mitE[|X|] < ∞ undε > 0 beliebig.
Dann gilt:

P (|X| ≥ ε) ≤ E(|X|)
ε

Bemerkung:

(i) Wende Satz 5.2 an auf|X|m, εm mit m ∈ N

P (|X|m ≥ εm) ≤ E(|X|m)

εm

⇒ P (|X| ≥ ε) ≤ E(|X|m)

εm
mit m ∈ N

Diese Version nennt man auchMarkovsche Ungleichung.

(ii) Ist Var(X) < ∞, so folgt aus (i) mitm = 2:

P (|X − E(X)| ≥ ε) ≤ E(|X − E(X)|2)
ε2

=
Var(X)

ε2

Beweis von Satz 5.2: Wir betrachten nur den Fall, daßX eine DichtefX(x) hat:

E(|X|) =

∞∫
−∞

|x|fX(x)dx ≥
−ε∫

−∞

|x|fX(x)dx +

∞∫
ε

|x|fX(x)dx

≥ ε

 −ε∫
−∞

fX(x)dx +

∞∫
ε

fX(x)dx


= ε (P (X ≤ −ε) + P (X ≥ ε))

= εP (|X| ≥ ε)

1109.01.2003
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Beispiel: Wir würfeln n mal. Wie groß ist die Wahrscheinlichkeit, daß die Zahl, die im Durch-
schnitt geẅurfelt wurde um mehr als 10% von 3,5 abweicht?
SeienX1, . . . , Xn die Augenzahlen der n Versuche, d.h.
P (Xi = k) = 1

6
für i = 1, . . . , n , k = 1, . . . , 6 und dieX1, . . . , Xn sind unabḧangig.

Gesucht istP (| 1
n

n∑
i=1

Xi − 3, 5| ≥ 0, 35)!

Nach Bemerkung (ii) ist diese Wahrscheinlickeit

P (.) ≤
Var

(
1
n

n∑
i=1

Xi

)
(0, 35)2

=

1
n2 Var

(
n∑

i=1

Xi

)
(0, 35)2

=
1
n
Var(Xi)

(0, 35)2
=

1002

n · 12 · 35

z.B.n = 100: = 0, 238
Weitere Anwendung von Satz 5.2:
Var(X) = 0 ⇔ X = µ für einµ ∈ R.

”
⇒“ P (|X − E(X)| ≥ ε) ≤ 0, also= 0 ∀ ε > 0

Da ε beliebig, mussX ≡ µ sein.

”
⇐“ Var(X) = E(X2)− (E(X))2 = µ2 − µ2 = 0
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§6 Erzeugende Funktionen

Im folgenden betrachten wir nur Zufallsvariablen mit Werten inN0.

Definition: Sei X eine Zufallsvariable mit Werten inN0 und Z̈ahldichtep(k), k ∈ N0, d.h.
p(k) = P (X = k). Dann heißt die FunktiongX : [−1, 1] → R mit

gX(z) :=
∞∑

k=0

pk · zk = E[zX ]

erzeugende FunktionvonX.
Bemerkungen:

(i) gX(z) ist wohldefiniert f̈ur |z| ≤ 1, weil

∣∣∣∣ ∞∑
k=0

pkz
k

∣∣∣∣ ≤ ∞∑
k=0

pk

∣∣zk
∣∣ ≤ ∞∑

k=0

pk = 1

(ii) Insbesondere gilt:gX(1) = 1

(iii) g
(n)
X (z) ist wohldefiniert auf(−1, 1), n ∈ N.

(iv) Wir schreibeng(n)
X (z−) und meinenlim

t↑z
g

(n)
X (t)

(v) Es gilt:P (X = k) = p(k) =
g
(k)
X (0)

k!

Satz 6.1: Besitzt die ZufallsvariableX die erzeugende FunktiongX(z) so gilt:

a) E(X) = g
′
X(1−), falls E(X) existiert.

b) Var(X) = g
′′
X(1−) + g

′
X(1−)− (g

′
X(1−))2, falls Var(X) existiert.

Beweis:

a) g
′
X(z) =

∞∑
k=0

pk · k · zk−1 →
∞∑

k=0

pk · k = E(X) für z → 1.

b) ähnlich

Beispiel:SeiX ∼ Bin(n, p)
Also p(k) =

(
n
k

)
pk(1− p)n−k für k = 0, 1, . . . , n

gX(z) =
n∑

k=0

(
n

k

)
pk(1− p)n−k · zk︸ ︷︷ ︸

(n
k)(pz)k(1−p)n−k

= (pz + 1− p)n ,∀|z| ≤ 1

⇒ E(X) = g
′

X(1−) = n(pz + 1− p)n−1 · p
∣∣
z→1

= n · 1 · p = np

Und: g
′′

X(1−) = n(n− 1)(pz + 1− p)n−2p2
∣∣
z→1

= n(n− 1)p2

⇒ Var(X) = n(n− 1)p2 + np− (np)2 = n2p2 − np2 + np− n2p2 = np(1− p)

Satz 6.2: (Eindeutigkeitssatz für erzeugende Funktionen)
SeienX undY zwei Zufallsvariablen mit Werten inN0 und VerteilungsfunktionenFX undFY

und erzeugenden Funktionengx undgY . Dann gilt:

FX(x) = FY (x) ∀ x ∈ R⇔ gX(z) = gY (z) ∀ z ∈ [−1, 1]
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Beweis: Identiẗatssatz f̈ur Potenzreihen.

Satz 6.3: SeienX undY zweiunabḧangigeZufallsvariablen mit Werten inN0.
Dann gilt für die erzeugenden Funktionen:

gX+Y (z) = gX(z) · gY (z)

Beweis: Es gilt:gX+Y (z) = E
[
zX+Y

]
= E

[
zX · zY

]
= E

[
zX
]
E
[
zY
]

= gX(z)·gY (z)

Beispiel: SeienX ∼ Bin(n, p), Y ∼ Bin(m, p) und X und Y sind unabḧangig. Nach dem
letzten Beispiel gilt:gX(z) = (pz + 1− p)n undgY (z) = (pz + 1− p)m

Satz 6.3⇒ gX+Y = gX(z) · gY (z) = (pz + 1− p)n+m ⇒ X + Y ∼ Bin(n + m, p)

12 Satz 6.4:(Stetigkeitssatz f̈ur erzeugende Funktionen)
Gegeben sei eine Folge von ZufallsvariablenX1, X2, . . . mit Werten inN0 und Z̈ahldichte(
p

(k)
1

)
k∈N0

,
(
p

(k)
2

)
k∈N0

, . . . . Dann gilt:

a) (gXn(z))n∈N konvergiert auf(0, 1) ⇔ lim
n→∞

pn(k) = p(k) existiert∀ k ∈ N0

b) FallsgXn(z) auf (0, 1) konvergiert, so gegeng(z) =
∞∑

k=0

p(k)zk.

Beispiel: (Grenzwertsatz von Poisson, vergleiche Lemma 3.1 [Seite 13])
SeiX ∼ B(n, λ

n
), n ∈ N, n ≥ λ > 0.

Die erzeugende Funktion vonXn ist (siehe Beispiel [Seite 33]):

gXn(z) =

(
z · λ

n
+ 1− λ

n

)n

=

(
1 +

λ

n
(z − 1)

)n

Also gilt: lim
n→∞

gXn(z) = lim
n→∞

(
1 + λ

n
(z − 1)

)n
= eλ(z−1)

Nach Lemma 3.1 und Satz 6.4 müßte das jetzt die erzeugende Funktion einer Poisson-Verteilung
mit Parameterλ sein.

gX(z) =
∞∑

k=0

zkP (X = k) =
∞∑

k=0

zke−λ λk

k!
= e−λ

∞∑
k=0

(λz)k

k!
= e−λ · eλz = eλ(z−1)

Also folgt nach Satz 6.4 pn(k) =
(

n
k

) (
λ
n

)k (
1− λ

n

)n−k n→∞→ e−λ λk

k!
, k ∈ N0

Im folgenden sei jetztX wieder eine beliebige Zufallsvariable mit Werten inR. Anstatt der
erzeugenden Funktion betrachten wir hier die sogenannte charakteristische Funktion.

Definition: Sei X eine beliebige Zufallsvariable mit Werten inR. Dann heißt die Funktion
ϕX : R→ C mit ϕX(t) := E[eitX ] charakteristische Funktionvon X.

Bemerkung:

(i) Es gilt:ϕX(t) = E[cos(tX)] + iE[sin(tX)] ∀ t ∈ R.

(ii) ϕX(0) = 1 und|ϕX(t)| ≤ 1 ∀ t ∈ R

(iii) Falls X Werte inN0 annimmt, gilt:ϕX(t) =
∞∑

n=0

eitnP (X = n).

1216.01.2003
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(iv) FallsX absolut stetig ist mit DichtefX(x) gilt:

ϕX(t) =

∞∫
−∞

eitxfX(x)dx.

Beispiel:X(ω) = µ.
ϕX(t) = E[eitµ] = eitµ

Beispiel:X ∼ N (0, 1).
X besitzt die DichtefX(x) = 1√

2π
e−

1
2
x2

ϕX(t) = 1√
2π

∞∫
−∞

eitxe−
1
2
x2

dx = e−
−t2

2√
2π

∞∫
−∞

e−
1
2
(x−it)2dx = e−

−t2

2√
2π

h(t)

mit h(t) =
∞∫

−∞
e−

1
2
(x−it)2dx

Wir differenzierenh: h
′
(t) =

∞∫
−∞

e−
1
2
(x−it)2

(
−1

2
· 2(x− it)(−i)

)
dx = −ie−

1
2
(x−it)2

∣∣∣∞
−∞

= 0

⇒ h(t) ≡ const. Außerdem istϕX(0) = 1√
2π

h(0) = 1 ⇒ h(t) ≡
√

2π

Insgesamt: ϕX(t) = e−
t2

2

Lemma 6.5: Für jede ZufallsvariableX und Konstantena, b ∈ R gilt:

ϕaX+b(t) = eibtϕX(at)

Beweis:ϕaX+b(t) = E
[
eit(aX+b)

]
= E

[
eitbeitaX

]
= eitbϕX(at).

Beispiel: Ist X ∼ N (0, 1), so istY := σX + µ ∼ N (µ, σ2) für µ ∈ R, σ > 0.

⇒ ϕY (t) = eitµϕX(σt) = eitµe−
(σt)2

2

Lemma 6.6: Seim ∈ N undX eine Zufallsvariable. FallsE [|X|m] < ∞ folgt:

ϕ
(m)
X (t) existiert undϕ(m)

X (0) = imE [Xm]

Beweis:Es giltϕ(m)
X (t) = E

[
(iX)meitX

]
. Setzet = 0 ⇒ Behauptung

Beispiel:X ∼ N (µ, σ2)
Dann ist die charakteristische Funktion gegeben durch (siehe oben):

ϕX(t) = exp

(
itµ− σ2t2

2

)
⇒ ϕ

′

X(t) = ϕX(t)(iµ− σ2t)

⇒ ϕ
′

X(0) = 1 · iµ = i · E[X] ⇒ E[X] = µ.

ϕ
′′

X(t) = ϕX(t)(iµ− σ2t)2 + ϕX(t)(−σ2)

⇒ ϕ
′′

X(0) = (iµ)2 − σ2 = −(µ2 + σ2) = i2︸︷︷︸
=−1

E
[
X2
]

⇒ E
[
X2
]

= µ2 + σ2

⇒ Var(X) = E[X2]− (E[X])2 = µ2 + σ2 − µ2 = σ2
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Satz 6.7:(Eindeutigkeitssatz)
SeienX undY Zufallsvariablen mit VerteilungsfunktionFX undFY , sowie charakteristischen
FunktionenϕX undϕY . Dann gilt:

FX(t) = FY (t) ∀ t ∈ R⇔ ϕX(t) = ϕY (t) ∀ t ∈ R.

Satz 6.8:(Stetigkeitssatz)
SeienX, X1, X2, . . . Zufallsvariablen mit VerteilungsfunktionenFX , FX1 , FX2 , . . . sowie cha-
rakteristischen FunktionenϕX , ϕX1 , ϕX2 , . . . . Dann sind die beiden folgenden Aussagenäqui-
valent:

a) lim
n→∞

ϕXn(t) = ϕX(t) ∀ t ∈ R.

b) lim
n→∞

FXn(x) = FX(x) x ∈ R, in denen die GrenzfunktionFX stetig ist.

Eine typische Anwendung von charakteristischen Funktionen ist die Bestimmung der Faltung,
also der Verteilungsfunktion vonX + Y , wobeiX undY unabḧangig sind.

Satz 6.9: SindX undY unabḧangige Zufallsvariablen, so gilt:

ϕX+Y (t) = ϕX(t) · ϕY (t) ∀ t ∈ R.

Beweis:E
[
eit(X+Y )

]
= E

[
eitXeitY

]
= E

[
eitX

]
E
[
eitY
]

.

Beispiel:SeiX ∼ N (µ1, σ
2
1), Y ∼ N (µ2, σ

2
2), X undY unabḧangig.

ϕX+Y (t) = exp

(
itµ1 −

(σ1t)
2

2

)
exp

(
itµ2 −

(σ2t)
2

2

)
= exp

(
it(µ1 + µ2)−

1

2
t2(σ2

1 + σ2
2)

)
⇒ X + Y ∼ N (µ1 + µ2, σ

2
1 + σ2

2)
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§7 Grenzwerts̈atze

7.1 Der zentrale Grenzwertsatz
13Es seienX1, X2, . . . unabḧangige und identisch verteilte Zufallsvariablen mitE(X1) = µ <
∞ und Var(X1) = σ2 < ∞. Wir betrachten jetzt die folgende Zufallsvariable:

Tn :=
X1 + . . . + Xn − n · µ

σ
√

n
, n ∈ N

Die ZufallsvariablenTn sind standardisiert im folgenden Sinne:

E(Tn) =
1

σ
√

n

E(X1) + . . . + E(Xn)︸ ︷︷ ︸
n·µ

−nµ

 = 0

Var(Tn) =
1

σ2n

Var(X1) + . . . + Var(Xn)︸ ︷︷ ︸
n·σ2

 = 1

Satz 7.1:(Zentraler Grenzwertsatz)
SeienX1, X2, . . . unabḧangig und identisch verteilte Zufallsvariablen mitE(X1) = µ < ∞
und0 < Var(X1) = σ2 < ∞, so gilt für Tn := X1+...+Xn−n·µ

σ
√

n

FTn(x) = P (Tn ≤ x) → 1√
2π

x∫
−∞

e−
t2

2 dt = Φ(x) = FX(x) mit X ∼ N (0, 1)

für n →∞ und∀ x ∈ R.
Beweis: Wir betrachten zunächst den Fallµ = 0, σ2 = 1
Dann istTn = X1+...+Xn√

n
=: Sn√

n
und es gilt:

ϕTn(t)
L.6.5
= ϕSn

(
t√
n

)
S.6.9
=

[
ϕX1

(
t√
n

)]n

ϕX1(t) kann man jetzt in eine Taylor-Reihe umt = 0 entwickeln:

ϕX1(t) = ϕX1(0) + ϕ
′

X1
(0)t + ϕ

′′

X1
(0)

t2

2
+ Rt mit

Rt

t2
→ 0 für t → 0.

= 1 + itµ− t2

2
E[X2] + Rt

Also: ϕTn(t) =

[
1− t2

n · 2
· 1 + R

(
t√
n

)]n

→ e−
t2

2 für n →∞.

e−
t2

2 ist aber die charakteristische Funktion vonX ∼ N (0, 1).
Damit folgt die Behauptung aus dem Stetigkeitssatz (Satz 6.8 [Seite 36]) für charakteristische
Funktionen.
Ist µ 6= 0 undσ2 6= 1, so definiereYn := Xn−µ

σ
, n ∈ N.

Hier gilt E(Yn) = 0 und Var(Yn) = 1. Außerdem:
Tn = Y1+...+Yn√

n
und die Behauptung folgt aus dem ersten Fall.

1323.01.2003
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Korollar 7.2: Unter den Voraussetzungen von Satz 7.1 [Seite 39] gilt für α < β:

P

(
α ≤ X1 + . . . + Xn − nµ√

nσ
≤ β

)
→ Φ(β)− Φ(α) für n →∞.

Beweis: Linke Seite:
FTn(β)− FTn(α−) = In, FTn(β) − FTn(α) ≤ In ≤ FTn(β) − FTn(α− ε) ∀ ε > 0

↓ ↓ ↓ ↓
S.7.1

n →∞ Φ(β) Φ(α) Φ(β) Φ(α− ε)
ε → 0 liefert die Behauptung.

Beispiel:X1, X2, . . . , X1000 seien unabḧangig und identisch verteilte Zufallsvariablen mit
P (X1 = 1) = 1

5
, P (X1 = 3) = 1

4
, P (X1 = 6) = 2

5
, P (X1 = 11) = 3

20

Wie groß ist die Wahrscheinlichkeit, daßS1000 =
1000∑
j=1

Xj einen Wert zwischen 4820 und 5180

annimmt?
µ = E(X1) = 1

5
+ 3

4
+ 6 · 2

5
+ 11 · 3

20
= 5

σ2 = Var(X1) = 21
5

P (4820 ≤ S1000 ≤ 5180) = P (−180 ≤ S1000 − 5000 ≤ 180)

= P

 −180√
1000 · 21

5

≤ S1000 − 5000√
1000 · 21

5

≤ 180√
1000 · 21

5


≈ Φ(0, 57)− Φ(−0, 57) = 0, 4314

Beispiel:X1, X2, . . . seien unabḧangig und identisch verteilte Zufallsvariablen mitX1 ∼ B(1, p),
alsoP (X1 = 1) = p undP (X1 = 0) = 1− p
Wir habenµ = E(X1) = p, σ2 = Var(X1) = p(1− p)
SeiSn = X1 + . . . + Xn. Dann gilt nach dem zentralen Grenzwertsatz

P

(
Sn − np√
n· (1− p)

≤ x

)
→ Φ(x) für n →∞

⇒ P
(
Sn ≤ np + x

√
np(1− p)

)
→ Φ(x) für n →∞

DaSn ∼ B(n, p) gilt: ∑
k≤np+x

√
np(1−p)

(
n

k

)
pk(1− p)n−k → Φ(x) für n →∞

Grenzwertsatz von DeMoivre-Laplace
Beispiel:Prüfen einer Hypothese
Ein Würfel wird 1000 mal geworfen. Dabei fällt 120 mal die Eins. Ist der Ẅurfel gezinkt?
Vorgehen: Wir berechnen die Wahrscheinlichkeit dafür, daß ḧochstens 120 mal die Eins fällt.
Ist diese Wahrscheinlichkeit sehr klein, darf man annehmen, daß der Würfel gezinkt ist.
Wir definieren folgende Zufallsvariable:

Xk =

{
1 , falls im k-ten Wurf eine Eins f̈allt k = 1, . . . , 1000
0 , falls im k-ten Wurf keine Eins f̈allt
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Wir nehmen an, daß dieX1, . . . , X1000 unabḧangig undP (X1 = 1) = 1
6
, P (X1 = 0) = 5

6
.

⇒ E(X1) = 1
6
, Var(X1) = 5

36

Zentraler Grenzwertsatz:S1000 = X1, . . . , X1000

P

(
S1000− 1000

6√
1000· 1

6
· 5
6

≤ 120− 1000
6√

1000· 1
6
· 5
6

)
︸ ︷︷ ︸
− 28√

50
≈−4

≈ Φ(−4) ≤ 10−6

P (S1000 ≤ 120) ≤ 10−6

Wir können also annehmen, daß der Würfel gezinkt ist.
Bemerkung:

Die Zahlxq ∈ R die Φ(xq) = q erfüllt mit q ∈ (0, 1)
heißt q-Quantil der Standardnormalverteilung.

Dichte von OI

XX 0,1

Satz 7.3:(Berry Esśeen)
Sind die ZufallsvariablenX1, X2, . . . unabḧangig und identisch verteilt mitµ = E(X1) < ∞
und|µ|3 := E(|X1 − µ|3) < ∞, so gilt:

sup
x∈R

|FTn(x)− Φ(x)| ≤ |µ|3
σ3
√

n

7.2 Gesetze der großen Zahlen
14 Satz 7.4:(Schwaches Gesetz der großen Zahlen)
Sind die identisch verteilten ZufallsvariablenX1, X2 unabḧangig und existiert ihr Erwartungs-
wertµ = E(X1), so gilt∀ ε > 0:

lim
n→∞

P

(∣∣∣∣X1 + . . . + Xn

n
− µ

∣∣∣∣ ≥ ε

)
= 0

Beweis: Geht mit charakteristischen Funktionen und den Sätzen 6.7 und 6.8 [Seite 36].
Falls zus̈atzlich Var(X1) < ∞, dann ist der Beweis einfacher:
Wir verwenden die Ungleichung von Chebyshev:

E

(
X1 + . . . + Xn

n

)
=

1

n
(E(X1) + . . . + E(Xn)) = E(X1) = µ

Var

(
X1 + . . . + Xn

n

)
=

1

n2
(Var(X1) + . . . + Var(Xn)) =

1

n
Var(X1)

Also:

P

(∣∣∣∣X1 + . . . + Xn

n
− µ

∣∣∣∣ ≥ ε

)
≤ Var(X1)

n · ε2
→ 0 für n →∞.

1430.01.2003
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Satz 7.5:(Starkes Gesetz der großen Zahlen)
Sind die identisch verteilten ZufallsvariablenX1, X2 unabḧangig und existiert ihr Erwartungs-
wertµ = E(X1), so gilt:

P

({
ω

∣∣∣∣ lim
n→∞

X1(ω) + . . . + Xn(ω)

n
= µ

})
= 1

Schreibweise:X1+...+Xn

n
→ µ für n →∞ fast sicher.

Anwendungsbeispiel:Monte Carlo Simulation
Es seif : [0, 1] → R eine stetige Funktion.
M := max

X∈[0,1]
f(x) sei der maximal angenommene Wert.

Wir wollen
1∫
0

f(x)dx numerisch n̈aherungsweise berechnen.

Dazu seiU1, U2, . . . eine Folge von unabhängig und identisch verteilten
Zufallsvariablen mitU1 ∼ U(0, 1).

0 1

Ff(x)
M

Weiter seiV1, V2, . . . eine Folge unabḧangiger und identisch verteilter Zufallsvariablen mit
V1 ∼ U(0, M).

Wir setzen:Ik :=

{
1 , falls f(Uk) > Vk

0 , falls f(Uk) ≤ Vk

Dann gilt: I1, I2, . . . ist eine Folge von unabhängig und identisch ver-
teilten Zufallsvariablen mit

E[I1] = 1 · P (f(U1) > V1) + 0 · P (. . .) = P ((U1, V1) ∈ G) =

=

1∫
0

f(x)∫
o

1 · dydx =

1∫
0

f(x)dx
1

Ff(x)

U K

V
K

X

X

G

M

Aus dem starken Gesetz der großen Zahlen folgt also:

1

n

n∑
k=1

Ik →
1∫

0

f(x)dx für n →∞ fast sicher.

Anwendungsbeispiel aus der Zahlentheorie
Es seiΩ = [0, 1] undω ∈ Ω.
Wir betrachten die Dualbruchzerlegung vonω, d.h. wir schreibenω = 0, ω1ω2 . . . mit ωi ∈
{0, 1}, wobeiω =

∞∑
i=1

wi

2i

Weiter seien die ZufallsvariablenX1, X2 : Ω → {0, 1} definiert durch

Xn(ω) = Xn(0, ω1ω2 . . .) = ωn für n ∈ N

und An = {ω ∈ Ω |X1(ω) = x1, . . . , Xn(ω) = xn} für festex1, . . . , xn ∈ {0, 1}.

=

{
ω ∈ Ω

∣∣∣∣ x1

2
+

x2

22
+ . . . +

xn

2n
≤ ω <

x1

2
+

x2

22
+ . . . +

xn

2n
+

1

2n

}
Wir nehmen an, daßP ([a, b]) = b− a, für 0 ≤ a < b ≤ 1, alsoP (An) = 1

2n
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⇒ P (X1 = 0) = P

({
ω ∈ Ω

∣∣∣∣02 ≤ ω <
0

2
+

1

2

})
=

1

2

P (X1 = 1) =
1

2

P (X2 = 0) = P (X2 = 0, X1 = 0) + P (X2 = 0, X1 = 1) =
1

4
+

1

4
=

1

2

undP (X1 = x1, X2 = x2) = 1
4

= P (X1 = x1)P (X2 = x2) für x1, x2 ∈ {0, 1} etc.
Also sind die ZufallsvariablenX1, X2, . . . unabḧangig und identisch verteilt mit
P (Xk = 0) = P (Xk = 1) = 1

2
undE(Xk) = 1

2

Nach Satz 7.5 [Seite 40] gilt: 1
n

n∑
k=1

I[Xk=1] → 1
2

fast sicher f̈ur n →∞.

d.h. fast alle Zahlen des Intervalls[0, 1] (bis auf eine MengeA ⊂ [0, 1] mit P (A) = 0) sind in
dem Sinne normal, daß der Anteil der Nullen und Einsen in ihrer Dualbruchzerlegung gegen1

2

konvergiert.
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§8 Erzeugung von Zufallszahlen

Grundlagen f̈ur die Erzeugung von sogenannten Pseudo-Zufallszahlen, die Realisierungen einer
bestimmten VerteilungsfunktionFX seien sollen, ist die Erzeugung von(0, 1)-gleichverteilten
Zufallszahlen.
Erzeugung von (0,1)-gleichverteilten Zufallszahlen:
Dies geschiet zum Beispiel mit dem linearen Kongruenzgenerator.
Es seiv0 ∈ N, a, m ∈ N, m eine Primzahl undc ∈ {0, 1, . . . ,m− 1}

Dann liefert die Folge(un) mit
vn = (a · vn−1 + c) modm
un = vn

m

1

1

X

X

X

X

X

X

eine Realisierung einer Folge von unabhängigen, (0,1)-gleichverteilten Zufallsvariablen. Ein
guter Generator zeichnet sich dadurch aus, daß n-Tupel von erzeugten Zahlen nicht auf Hyper-
ebenen liegen.

”
gute Werte “erḧalt man z.B. f̈ur v0 = 100000, m = 231 − 1, a = 950706376

Aus diesem (0,1)-gleichverteilten Zufallszahlen kann man nun Zufallszahlen für andere Vertei-
lungen konstruieren.
Diskrete Zufallsvariablen
SeiX eine diskrete Zufallsvariable mitP (X = xi) = pi, i = 1, . . . , k
(Un) sei eine Folge von unabhängigen, (0,1)-gleichverteilten Zufallsvariablen.
Das Ziel ist daraus Zufallsvariablen(Zn) zu konstruieren mitFz = FX .

Einfache Methode:

 s  s s  s  s

0 1

p1

p2

p3

p4

p5

X

Xx=2

Zn := xj, falls
j−1∑
i=1

pi ≤ Un <

j∑
i=1

pi

Sollen viele Zufallszahlen erzeugt werden, ist folgender Algorithmus besser geeignet:
Alias Algorithmus

Schritt 0: o.B.d.A.p1 ≤ p2 ≤ . . . ≤ pk.
Bestimme h mitp1 ≤ p2 ≤ . . . ≤ ph ≤ 1

k
< ph+1 ≤ . . . ≤ pk.

FORi = 1, . . . , k DO
ri := pi; ai := 0;

FORi = 1, . . . , k DO
IF ri < 1

k
THEN ai := h + 1; rh+1 := rh+1 −

(
1
k
− ri

)
;

IF rh+1 ≤ 1
k

THEN h := h + 1

Schriitt 0: FORi = 1, 2, . . . DO
Erzeugeui ∼ U(0, 1);
j := bk · uic+ 1;
d := j − kui;
IF d ≤ k · rj THEN zi := xj;
ELSEzi := xaj;

Vorteil: In Schritt 0 werden nur einmal die Werteri und ai bestimmt. Bei der eigentlichen
Erzeugung der Zufallszahlen in Schritt 1 ist nur ein einfacher Vergleich nötig.
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Beispiel:
Seip1 = 0.1, p2 = 0.2, p3 = 0.3, p4 = 0.4, k = 4
1
k

= 0.25 ⇒ h = 2

i=1: r1 = p1 = 0.1 < 0.25 ⇒ a1 := 3; r3 := 0.3− (0.25− 0.1) = 0.15
r3 = 0.15 ≤ 0.25 ⇒ h := 3

i=2: r2 = p2 = 0.2 < 0.25 ⇒ a2 := 4; r4 := 0.4− (0.25− 0.2) = 0.35
r4 = 0.35 6≤ 0.25

i=3: r3 = p3 = 0.15 < 0.25 ⇒ a3 := 4; r4 := 0.35− (0.25− 0.15) = 0.25
r4 = 0.25 ≤ 0.25 ⇒ h := 4

i=4: r4 = 0.25 6< 0.25

Also:
r1 = 0.1, r2 = 0.2, r3 = 0.15, r4 = 0.25
a1 = 3, a2 = 4, a3 = 4, (a4 = 0)

Poisson-Verteilung
SeienU1, U2, . . . unabḧangig und identisch verteilte Zufallsvariablen mitUi ∼ U(0, 1).α = 0.
Dann ist

X := min

{
n ∈ N

∣∣∣∣∣
n∏

k=1

Uk < e−α

}
− 1

Poisson-verteilt mit Parameterα.

stetige Zufallsvariablen

Sei X eine Zufallsvariable mit VerteilungsfunktionFX(x).
Die FunktionF−1

X : [0, 1] → R ∪ {−∞,∞} mit

F−1
X =

{
inf{t ∈ R | FX(t) ≥ x} für x ∈ [0, 1]
sup{t ∈ R | FX(t) = 0} für x = 0

ist die sogenannteQuantilfunktion.

X

1

1

F (x)X

F (x)X

-1

Ist U ∼ U(0, 1), dann istF−1
X (U) verteilt wieX. (Inversionsmethode) (vgl. Aufgabe 41).

Ist FX invertierbar, istF−1
X die übliche Inverse.

z.B. fallsX ∼ exp(λ) ist FX(x) = 1− e−λx, x ≥ 0 undF−1
X (y) = − 1

λ
log(1− y)

Ist U ∼ U(0, 1), so ist− 1
λ

log(U) ∼ exp(λ) (vgl. Aufgabe 41)

Normalverteilung
Für die Normalverteilung gibt es eine Reihe von verschiedenen Verfahren. Eines davon ist die
sogenannte Box-Muller-Methode.
SeienU1, U2 unabḧangig und identisch verteilt mitUk ∼ U(0, 1), k = 1, 2. Dann sind

X1 :=
√
−2 log(U1) · cos(2πU2)

X1 :=
√
−2 log(U1) · sin(2πU2)

unabḧangig undX1, X2 ∼ N (0, 1) verteilt.
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§9 Randomisierte Algorithmen

Hier werden im Laufe des Verfahrens zufällige Entscheidungen getroffen.
Las Vegas-Algorithmen
Liefern mit Wahrscheinlichkeit 1 das richtige Ergebnis, Laufzeit ist zufällig.

Monte Carlo-Algorithmen
Liefern mit Wahrscheinlichkeit< 1 das richtige Ergebnis. Sicherheit kann aber auf Kosten der
Laufzeit beliebig groß gemacht werden.

Randomisiertes Quicksort
Aufgabe: Eine Menge von n verschiedenen Zahlen soll sortiert werden.
Üblicher Quicksort Algorithmus:

IF |M | ∈ {0, 1} THEN Stop!
ELSE Wählex∗ ∈ M (Discriminator)

Vergleiche jedes Element vonM−{x∗} mit x∗

TeileM−{x∗} in L := {x ∈ M | x < x∗} undU := {x ∈ M | x > x∗}
SortiereL, U .

Der Algorithmus hat die l̈angste Laufzeit, wennx∗ immer das kleinste oder größte Element ist.
Die Anzahl der Vergleiche beträgt hier:

(
n
2

)
= n(n−1)

2
= O(n2)

Randomisierung: Ẅahlex∗ zufällig, gleichverteilt auf M.
Der randomisierte Quicksort-Algorithmus ist also ein Las Vegas-Algorithmus.
Tn = Anzahl der Vergleiche bei einem Feld der Größe n.
E[Tn] =?
Satz 9.1: Die erwartete Anzahl von Vergleichen beim randomisierten Quicksort ist asympto-
tisch.

E[Tn] ∼ 2n log(n)(
d.h.

E[Tn]

2n log(n)
→ const f̈ur n →∞, O(n log(n))

)
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